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Tanulmanyunkban arra a kérdésre keresstik a valaszt, hogy mennyire hatékonyan
lehet a mesterséges intelligencia segitségével elérejelezni a részvénypiaci trendeket
a vildg vezetd részvénypiacain a 2010. OI. OI. és a 2022. 09. 16. kozotti idészakban.
A Covid-19 és az orosz—ukran hiboru erételjesen éreztette hatdsat a t6kepiacokon
is, ezért egy rendkiviil volatilitisintenziv kdrnyezetben folyt a vizsgélat. Az elemzés
sordn hirom id&intervallumon két kiillonb6z6 komplexitdst gépi tanuldsi algorit-
must (dontési fa, LSTM) és egy parametrikus statisztikai modellt (linedris regresszio)
alkalmaztunk. A kapott eredmények kiértékelését az atlagos abszolit szizalékos hiba
alapjan (MAPE) értékeltiik. Tanulmanyunkban igazoltuk, hogy a prediktiv modellek
a kiemelt volatilitasu id8szakban jobban tudnak teljesiteni, mint a linedris regresz-
szi6. Emellett fontos eredményiink, hogy az orosz-ukran haborut kévetd idészak-
ban jobban teljesitettek az el6rejelz6 modellek, mint a Covid-19 kitorése utin. Az
arfolyam-el6rejelzés a fundamentalis és technikai elemzések soran is fontos szerepet
kaphat, beépithet$ az algoritmikus kereskedés dontési szempontjai k6zé, azonban
akar donmagaban is alkalmas lehet a kereskedés automatizaldsara.
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1. Bevezetés

Az inflaciés nyomds mar a fogyaszt6i arindexben is latszik, nem csak az eszkozarak-
ban. Kiilonosen igaz ez a Covid-19 és az orosz-ukran haboru kirobbandsanak iddsza-
kéra, amikor a vilig pénz- és t6kepiacai megremegtek. Az Egyesiilt Allamok mellett
mas kormdanyok és jegybankok is eszkzvasarlasi programokat hirdettek meg, ame-
lyekkel prébaltak enyhiteni a valsagot (Bager & Parragh, 2020; Novék & Tatay, 2021).
Ezt tdmasztja ald Torok (2020) tanulmanya, aki az EU orszdgainak dllamaddssdagat
modellezte a koronavirus fiiggvényében. Valamennyi orszdg esetében novekedés
varhaté a GDP-hez mért dllamaddssdgban. Az 1. dbrdn j6l kirajzolédnak a valsigos
id&szakok tigy, mint az 1987-es tézsdekrach, a 2000-es dotcom-lufi, a 2008-as méasod-
lagos jelzalogpiaci valsag, valamint a 2020-ban globalissa nétt koronavirus-krizis.

1. abra: Az S&P500 index hozamainak szérasadatai 1978—-2022 k6zott
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Forras: sajat szerkesztés Wall Street Journal adatai alapjan

A technoldgiai fejlédésnek azonban még a vélsdgok sem szabhatnak gitat. A mester-
séges intelligencia terjedését mi sem jelzi jobban, hogy a magyar kozigazgatésban is
jelen van a technoldgia, bar egyelére vannak jogi akadélyok a teljes implementalas-
hoz (Fejes & Futd, 2021). A kiilonféle tanuldalgoritmusok szépen lassan szivarognak
be az életiink kiilonbo6z6 teriileteire, megkonnyitve mindennapjainkat, és hatéko-
nyabbd téve a folyamatokat. Ennek el6nyei és hatranyai természetesen még rengeteg
vitaalapot generalnak majd, de ugy véljiik, hogy elkeriilhetetlen ezeknek a technol6-
gidknak az el6retorése, kiillondsen a magas t6keerGvel rendelkez6 ipardgakban.

A kiilonféle befektetési termékek drfolyamdnak elérejelzése mindig kihivast jelen-
tett a statisztikdval és a pénziigyekkel foglalkoz6 szakembereknek egyarant (Nabipour
etal., 2020). A prediktiv modellek fejlesztésének legfébb célja, hogy a piac dltal generalt
bizonytalansidgokat minél pontosabban meg lehessen becstilni, és ezaltal a kockazati
tényez$ minimalizdlhatéva valjon. A tézsdei arfolyamok elSrejelzésének kategoriza-
ldsdban megoszlanak a nézetek. Vannak olyan kutatdk, akik két (Nassirtoussi, 2014)
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és akadnak, akik hairom (Dunne, 2015; Nti et al., 2020) tipusba soroljak Sket. Az els6, a
legrégebb dta alkalmazott mddszer a fundamentalis elemzés, a masodik mddszertan a
technikai elemzés eszkozrendszere. A harmadik és legtijabbnak tekinthet megkoze-
lités a technoldgiai, amely a gépi tanulds és a szamitasi intelligencia technikait elegyiti
az arfolyamtrendek elGrejelzése érdekében (Nti et al., 2020).

A gépi tanuldsi modszertanok elterjedése, valamint egyre szélesebb kor(i alkalma-
zésa hozzdjarult a prediktiv modellek teljesitményének javulisdhoz és az el6rejelzé-
sek pontossiganak noveléséhez (Magsood et al., 2019). A részvénypiaci predikcidval
foglalkoz6 szakért6knek a modellfejlesztések sordn alapvet&en szimos kihivéssal kell
szembenézniiik. A komplexitds, a zajos informdciok, a fejl6dési sajatossagok és a nem
linedris kapcsolatok problémakorei tobbek kozott a tézsde instabilitdsara, valamint a
befekteti pszicholdgia és a piaci magatartds kozotti Osszefiiggésekre vezethetd visz-
sza (Duarte et al., 2017).

A prediktiv modellek kialakitdsa soran egyre nagyobb hangsulyt kapnak tehit a
gépi tanulds eszkozei, amelyek segitséget nytjtanak a befektetSknek és a kereske-
d6knek az optimdlis dontések meghozataliban. Ezen mddszerek els6dleges célja,
hogy megtanuljak és utdna automatikusan felismerjék a kiilonb6z6 mintékat a nagy
mennyiség(i adathalmazokban. A legfejlettebb mély tanuldsi algoritmusok folyama-
tosan fejlédnek, és ezaltal egyre hatékonyabban képesek az drfolyam-ingadozdsok
el6rejelzésére a kereskedési stratégidk javitisa érdekében.

A kockizatkezelés fontossiga felértékel6dik a magas volatilitisti idGszakban,
mint pl. a 2008-as vilagvalsag, a Covid-19 vagy az orosz-ukran haboru miatti t&zs-
dei Osszeomlds. A jelenlegi globdlis és varhatdan tartésan magas inflacids kérnye-
zet szintén ravilagit a minél hatékonyabb kockazatkezelési eszkzok hasznalatara.
Napjainkban a legmodernebb kockazatkezelési technikdk tdlmutatnak az hagyo-
manyos diverzifikdcidn, és egyre inkabb el6térbe keriilnek a mesterséges intelli-
gencia alapti megoldasok, amelyek egyre inkdbb a hétkéznapjaink részévé valnak.
A kereskedési stratégidk esetében az arfolyam-elGrejelzé modellek kulcsfontossagu
arfolyamszinteket képesek meghatarozni, amelyek felhasznalhatok a fundamentd-
lis és a technikai elemzés sordn, illetve a kockdzatkezelés és portféliomenedzsment
teriiletén egyarant. A kutatdsunk legfébb célja megvizsgilni, hogy a mesterséges
intelligencidra alapozott arfolyam-el6rejelzés vagy a statisztikai modszertanok koziil
melyik képes a legpontosabb el6rejelzésre. Alapvetd hipotézisként azt definidltuk,
hogy a legbonyolultabb és legtsszetettebb metddus (LSTM) képes a legpontosabb
el6rejelzést adni magas volatilitasti idészakban is, igy ez a modell tekinthetd legin-
kabb ,valsagallonak”. A tanulmany tovébbi tjjdonsiga, hogy az el6rejelzéseket harom
kiilonb6z6 id6tavon hasonlitja Gssze.

2. Szakirodalmi attekintés

A témaval kapcsolatos szakirodalom alapjan megallapithatd, hogy szimos modell
all rendelkezésre a hozam és a volatilitds elGrejelzésére, melyeket a kutatok hirom
f6 csoportba sorolnak. Az els6be a hagyomdanyos statisztikai (ARCH és ARIMA), a
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masodikba a valamilyen mesterséges intelligencia alapt, mig a harmadikba az ugy-
nevezett hibrid mddszerek tartoznak (Kim & Won, 2018; Zolfaghari & Gholami,
2021). A hagyomanyos statisztikai modellekkel nem foglalkozunk a tanulméanyban.
Mesterséges intelligencia alaptiak az olyan tanulbalgoritmusok (Rather, 2021),
mint az ANN-ek (Artificial Neural Networks), a DNN-ek (Deep Neural Networks), a
GA (Genetic Algorithms), az SVM (Support Vector Machine), a FNN-ek (Fuzzy Neural
Networks). A mesterséges intelligencia alapii modelleknek szimos el6nyiik van a
hagyomdnyos statisztikai modellekkel szemben, mivel komplexitisukbol fakadéan
az elOrejelz6 képességiik joval pontosabb. A tanuldsi képességiik miatt a mesterséges
intelligencia alapti modellek képesek felismerni az adatokban jelenlévé mintazato-
kat, igy a nemlinedris mozgasokat. A részvényadatok nem éllandd (non-stationary)
és nemlinedris mozgasokat mutatnak, amelyeket a hagyomanyos statisztikai model-
lek nem képesek detektdlni, ezért az Al-alapu mddszertanok egy id§ utan atvet-
ték a vezetd szerepet ezen a teriileten. Ormoneit és Neuneier (1996) kutatdsukban a
tobbrétegli percepcids és stirtiségbecsld neuralis hdlozatot alkalmaztik a DAX index
volatilitisanak el6rejelzésére az 1983. janudr és 1991. majus kozotti idészakban. A két
modell 6sszehasonlitdsa sordn arra a kovetkeztetésre jutottak, hogy a stirtiségbecsld
neurdlis hal6zat konkrét céleloszlis nélkiil jobb teljesitményre volt képes a percep-
ci6s modszernél. Gonzalez Miranda és Burgess (1997) tanulmanyukban az IBEX35 index
opcidinak implikalt volatilitdsat modellezte egy tobbrétegii percepcios neuralis halo-
zattal az 1992 novembere és 1994 juniusa kozotti idészakban. Tapasztalataik szerint
a nemlinedris NN-ekkel torténd elbrejelzés altaldban olyan eredményeket produkal,
amelyek domindlnak a hagyomanyos linedris modszerek el8rejelzéseivel szemben.
Mindez annak koszonhetd, hogy az NN figyelembe veszi a potencidlisan Gsszetett
nemlinedris kapcsolatokat, amelyeket a hagyomanyos linedris modellek nem tud-
nak jol kezelni. Hamid és Igbal (2004) az ANN médszertant alkalmaztik az S&P 500
index hatdridés tigyletek volatilitdsanak el6rejelzésére. Az empirikus elemzéseikb6l
azt a kovetkeztetést vontdk le, hogy az ANN-ek el6rejelzései jobbak, mint az imp-
likélt volatilitdsbecslési modellek. Kieu Tran et al. (2020) kutatdsukban bizonyitot-
tak, hogy a multbeli informdacidk id6beli hatdsat az ANN-ek nem veszik figyelembe
az idGsorok el6rejelzéséhez, ezért az utdbbi idében egyre inkdbb a mély tanulasi
modszerek (DNN) kertilnek el8térbe. Ezek koziil kiemelkedd csoportot képeznek az
RNN-ek (Recurrent Neural Networks), amelyek elénye abban rejlik, hogy architek-
turdjukban rendelkezésre 4ll a visszacsatolds lehetGsége is. A kozelmultban végzett
kutatdsok (Lugt & Feelders, 2019; Hajiabotorabi et al., 2019), amelyek az ANN-ek és
az RNN-ek eldrejelz6 képességét hasonlitjak Ossze, arra a kovetkeztetésre jutottak,
hogy az RNN-ek jobb teljesitményre képesek a hagyomanyos neurdlis hal6zatokkal
szemben. Ezen mddszerek koziil is kiemelkedik a hosszi-rovid tdvit memoria (LSTM)
modell, amelyet a szekvencidlis adathalmazok tekintetében széles korben alkalmaz-
nak. A modellvaltozat el6nyo6s tulajdonsiga, hogy nagyfoku alkalmazkoddképességet
mutat az idGsorok elemzésében (Petersen et al., 2019). Nabipour et al. (2020) 9 kiilon-
boz8 gépi tanulasi, valamint két mély tanulasi algoritmus (Recurrent Neural Network,
Long short-term memory) el6rejelz6 képességét hasonlitottdk dssze a teherdni érték-
tézsde pénziigyi, olajipari, nem fém jellegii dsvanyi és fém alapanyagokkal foglalkozd
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véllalatok részvényadatain. Arra a kovetkeztetésre jutottak, hogy az RNN és az LSTM
minden egyéb prediktiv modell teljesitményét felillmulta. Long et al. (2020) gépi tanu-
lasi (Random Forest, Adaptive Boosting), kétirdny mély tanuldsi (BiLSTM) és egyéb
neuralis hal6s modelleket alkalmaztak, hogy megvizsgaljak kinai részvényarfolyamok
trendjeinek el6rejelezhetGségét. A legnagyobb teljesitményre a BiLSTM volt képes,
messze felillmtilva a tobbi el6rejelzési metddust. Hiransha et al. (2018) az NSE és a
NYSE részvényeinek arfolyam-alakulasaval kapcsolatos el6rejelzéseket készitettek. A
kovetkez6 modellekre alapozték a vizsgalatukat: tobbréteg(i percepcios modell, RNN,
LSTM és CNN (Convolutional Neural Network). Az empirikus elemzések alapjan a
CNN teljesitett a legjobban. Fischer és Krauss (2018) az S&P500 index adatait vizsgal-
tdk 1992 és 2015 kozott. Az el8rejelzésekhez a Random Forest, a logisztikus regresz-
szi6 és az LSTM modszereket alkalmaztdk. A végs6 kovetkeztetésiik az volt, hogy a
hosszi-révid tdva memdria algoritmusa produkaélta a legjobb eredményt. Nelson et
al. (2017) a brazil t6zsde részvényadatain a tobbrétegii percepcidés modelleket alkal-
maztak. Arra a kovetkeztetésre jutottak, hogy a pontossag tekintetében az LSTM volt
a legmegfelel6bb. Nikou et al. (2019) az iShares MSCI UK t&zsdén kereskedett alap
napi arfolyamadatait elemezték a 2015. janudr és 2018. junius kozotti idészakban. A
prediktalt értékek el6allitisdhoz az ANN, Support Vector Machine (SVM), Random
Forest és LSTM modelleket hasznaltdk fel. A legjobb értékelést az LSTM szerezte
meg, a masodik legpontosabbnak pedig az SVM modszer bizonyult. Kaushik és Giri
(2020) az LSTM-et, a vektor autoregresszioval (VAR) és a SVM-mel hasonlitotta Gssze
az arfolyamvaltozdsok elGrejelzésére. Az elemzésiik ravildgitott, hogy az el6rejelzés-
ben az LSTM modell feliilmulta az SVM és a VAR modszereket egyardnt. Huang et
al. (2005) a NIKKEI 225 index heti trendjeinek el6rejelezhet8ségét vizsgaltak a SVM-
modell, a linedris diszkriminancia, az Elman-féle neuralis hil6zati, valamint a kvadra-
tikus diszkriminancia médszerekkel. Eredmények alapjan az SVM bizonyult a legjobb
modellnek. Tiz adatbdnydszati modszert alkalmaztak Ou et al (2009), a Hang Sheng
index trendjeinek el8rejelzésével kapcsolatos kutatdst végeztek, melyhez a fa alapu
klasszifikacidt, a K-nearest neighbor-t (KNN), az SVM-t, a Bayesian-klasszifikiciot és
a neurdlis halézati modellt haszndltdk. Az elemzés végeredményeként kideriilt, hogy
az SVM képes feliilmulni a tobbi prediktiv metodust. Ballings et al. (2015) az AdaBoost,
a Random Forest, a Kernel factory, a SVM, a KNN, a logisztikus regresszi6 és az ANN
modszereket hasonlitottdk Ossze eurdpai vallalatok részvényarfolyam-adatainak
felhaszndldsaval. Egy évre el6re probédltdk megjosolni az arfolyampdlydkat. A vég-
eredmény azt mutatta, hogy a Random Forest volt az, amely a legjobb teljesitményt
produkélta. Basak et al. (2019) az XGBoost, a logisztikus regresszid, a SVM, az ANN
és a Random Forest modszereket alkalmaztik a részvénypiaci trendek el6rejelzésére.
Az eredmények azt mutattdk, hogy a Random Forest teljesitménye kiemelkedett a
tobbi koziil. Namini et al. (2018) tanulmadnyukban az S&P500 és a Nikkei225 index ada-
tait vizsgaltak. A végs6 konklizid szerint az LSTM f6lénye érvényestilt az ARIMA-val
szemben. Liu (2019) a tanulmanydban az S&Ps00 index és az Apple részvényarfolyam
el6rejelzésével foglalkozott. Arra a kovetkeztetésre jutott, hogy hosszabb el8rejelzési
id6tavon az LSTM és a SVM jobb teljesitményre képes a GARCH modellnél. A fentiek
alapjin az LSTM meglehetGsen jonak tekinthetd, ami a prediktiv teljesitményt illeti.
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A kilonféle médszertanok hidnyossigai hivtdk életre a harmadik kategoriat,
amelybe az tgynevezett hibrid prediktiv modellek tartoznak. Ezek kombindljék a
hagyomanyos statisztikai, a mesterséges intelligencia alapti, valamint a technikai
elemzéshez hasznalt eszkozoket a hatékonyabb el6rejelzési eredmények érdekében
(Reston et al., 2014). Azt a megallapitast tették, hogy a hibrid mddszerek esetében
a kivalo szekvencidlisminta-tanulds jobb volatilitis-el6rejelz6 teljesitménnyel paro-
sul. Cao és szerz8tarsai (2019) tanulmanyukban egy 4j hibrid modellt fejlesztettek
ki, ami a CEEMDAN (Complete Ensemble Empirical Mode Decomposition with
Adaptive Noise)-LSTM elnevezést kapta. Mas kombindlt, illetve hagyomanyos mod-
szerekkel hasonlitottdk Ossze, az S&P500 és HSI indexek adatain tesztelve. Az ered-
mények megerésitették, hogy a CEEMDAN-LSTM feliilmulta a CEEMD-SVM és a
CEEMD-MLP, s6t még az egyénileg alkalmazott LSTM és SVM modelleket is. Lin et
al. (2020) az USD-AUD érfolyam-ingadozasait vetitették elére a CEEMDAN-LSTM
segitségével, valamint Gssze is hasonlitottdk mas modellekkel. Megerésitették, hogy
ez a mddszer nagyobb pontossiggal rendelkezett az SVM, RNN, MRNN (Multilayer
RNN), ARIMA és Bayes-modellekhez képest. Jing et al. (2021) a sanghaji értékt&zsde
részvényeit vizsgaltik, és arra a kovetkeztetésre jutottak, hogyha az LSTM modell
bemeneteként valamilyen technikai elemz6 indikator adatait hasznaljak, akkor ez a
hibrid médszer joval pontosabb becslést ad, mintha ezeket kiilon-kiilon alkalmaznak
az el6rejelzésekhez. Banik et al. (2022) is hasonl6 kovetkeztetésre jutottak. Ok szintén
az LSTM modellt kombinaltik a technikai indikatorokkal. Elemzésiikhoz az indiai
tézsde részvényeit hasznaltak.

3. Anyag és modszer

Az elemzéseinkhez a CAC40, a DAX, a Dow Jones Industrial Average, az FTSE100, a
Hang Seng, a NASDAQ composite, a Nikkei225 és az S&P500 index napi arfolyama-
datait hasznaltuk fel, amelyeket a Yahoo Finance portalrol gytijtottiik 6ssze. Adataink
majdnem 12 éves periddust 6lelnek fel 2010. 01. 01. és 2022. 09. 16. k6z6tt. Az iddszak
megvalasztisanal figyelembe vettiik, hogy mind a Covid-19, mind az orosz-ukran
hébort t6zsdéken megjelend hatdsainak vizsgélatat legalibb 10 évnyi rendelkezésre
all6 adat el6zze meg, ezaltal prébaltunk optimalis tanuldsi adatbdzist definidlni a
modelljeinkhez. Az altalunk kivalasztott indexek mindegyike jol diverzifikalt port-
folionak tekinthetd, igy az egyedi kockdzatok nem vagy minimalisan befolyasoljék a
hozamok volatilitdsat. A felhasznélt adatok leiré statisztikdi az 1. tdbldzatban talalha-
tok. Kutatasunkban heti (5 nap), havi (21 nap) és féléves (125 nap) el6rejelzési periédu-
sokra bontva mutatjuk be az egyes modellek becsléseit.

Akutatdsunk alapjdul a linedris regresszio, a dontési fa és az LSTM modellek szol-
galtak. Az modellfejlesztések esetében egységesen az adatbizisok 80%-20% ardny-
ban torténd particionalasat valasztottuk (80% tanuldsi és 20% tesztel$ részmintdk).
Az elemzésekhez sziikséges prediktiv modellek megépitését Python programozési
nyelven végeztiik (3.8-as verzid), melyekhez a Scikit-learn és a TensorFlow konyvta-
rakat haszndltuk. A neurdlis halézati modell esetében a Keras interfészt alkalmaztuk.
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1. tablazat: Leiro statisztika

vearevte | 0| ing | vedin | sis | | e

CAC4o0 3251 4742,78 4630,99 991,16 2781,68 7376,37
DAX 3223 1045724 10689,26 2853,54 5072,33 16271,75
DJIA 3199 2050534 18050,17 7414,06 9686,48 36799,65
FTSE100 3209 658312 6686,60 707,65 4805,80  7877,50
Hang Seng 3131 24014,04 23484,30 3164,33 16250,27 33154,12
NASDAQ com-

posite 3199 6381,37 5082,93 369587 2091,79 16057,44
Nikkei22g 3109 17992,54 1872352 626891 8160,01 30670,10
S&Psoo 3199 2368,78 2108,58 975,69 1022,58 4796,56

Forrés: sajit szerkesztés

4. Eredmények

Az eredmények bemutatdsihoz szorosan kapcsolddik, hogy meghatérozzuk azokat
az érékelési szempontokat, amelyek nélkiilozhetetlenek az egyes modellek becslési
pontossiganak megallapitidsa miatt. A kalkulalt eltérésmutatdk lehetévé teszik, hogy
szektordlis, idbeli és médszertani sszehasonlitast is végezhessiink. Igy gyakorlati-
lag harom kiilénb6z8 aspektusbdl is képesek vagyunk megvizsgalni a valds és becsiilt
adatok kozotti Osszefiiggéseket. Els6ként az egyes modellek szektorokra és el6rejelzési
periddusokra vonatkozo Gsszevetését végezziik el. A tanulmany zarasaként egy scoring-

rendszer segitségével értékeljitk a mddszerek egymashoz viszonyitott teljesitményét.
4.1. A modellek értékelése

Az elGrejelzésre hasznalt modellek kiértékeléséhez és pontossdguk megallapitasihoz
a szakirodalomban a leggyakrabban a kovetkez6 mérdszamokat szoktdk alkalmazni:
az atlagos négyzetes hiba négyzetgyoke (RMSE), az atlagos abszolut hiba (MAE), az

atlagos abszolut szdzalékos hiba (MAPE) (Nti et al. 2020).
a) Atlagos négyzetes hiba négyzetgyoke (RMSE): ez a teljesitménymutat6 a tény-
leges és az eldrejelzett értékek kozotti eltérések (maradéktagok) értékét mutatja.

v .
RMSE = - E i — 9
=1

ahol a modell 4ltal el6allitott becsiilt érték, a tényleges érték és az n pedig a
megfigyelések szdma.

PENZUGYI SZEMLE, 2023/2 TANULMANYOK 129



b) Atlagos abszoliit hiba (MAE): Ez a mutato az elérejelzések hibainak atlagos
nagysagat méri.

n
1
MAE = ;Zlyi = 3l
=1

c) Atlagos abszolit szazalékos hiba (MAPE): Ez a mutat6 az el6rejelzések hibainak
atlagos nagysagat méri, és szazalékos formaban mutatja meg az eltéréseket.

n

1 9.
MAPE=—Z i
=

Minél alacsonyabb a fenti mérdszamok értéke, annal megbizhatobbak és ponto-
sabbak lesznek az el&rejelzések. Fontos megemliteni, hogy az RMSE a nagyobb elté-
réseket jobban biinteti a négyzetre emelés miatt, ezért ennél az értékelési mutatonal
szélsGségesebb értékeket kaphatunk, mint a MAE esetében. Az el6bbiek értékben,
mig a MAPE szadzalékos formdban értelmezenddk (az eltérések az eredeti értékhez
viszonyitott arany szdzalékban kifejezve). Emiatt a MAPE kiilonb6z6 instrumen-
tumok 6sszehasonlitdsandl is hasznalhatd, mert nem fiigg az arfolyam nomindlis
nagysagatol. Mivel tanulmdnyunkban a vildg szdimos pontjardl szdrmazé indexe-
ket, valamint két kiilonb6z6 negativ gazdasigi esemény hatdsait vizsgaltuk, ezért
az Osszehasonlithatdsdg miatt a MAPE-mutat6t hasznaltuk fel a modellek atfogd
értékelésénél.

4.2. Dontési fa

Az egyik legegyszeriibb, de legsikeresebbnek mondhaté tanulasi algoritmus. Ez egy
dontéshozatalban hasznalt grafikus felépitésti modell, ami vizudlisan egy fira hason-
lit 4gakkal, elagazasokkal (csomodpontok) és levelekkel (részeredmények). A dontési
fa bemeneti adatként egy attribitumokkal leirt objektumot vagy szitudciét kap, ami
aztan egy ,dontést” ad vissza eredményiil. Gyakorlatilag a dontési lehetéségeket abra-
zolja, figyelembe véve a lehetséges kovetkezményeket, esélyeket, hasznossigot és er6-
forrasokat attol fiiggéen, hogy mire hasznaljak fel. A dontési fa egy olyan faszerkezet(i
graf, amelyben minden egyes belsd cstics egy az értékére vonatkozd el6rejelzést jelent.
A csuicsbol kiindul6 élek az ellendrzés egy-egy kimenetének feleltethet6k meg. Ez teszi
lehet6vé, hogy fa formdban lehessen dbrdzolni a fiiggvényeket. Induktiv tanuldsi méd-
szer, amely mindig csak egy eredményt ad vissza magyardzattal. Nagyon érzékeny a
tanuléhalmazban jelen 1évé hibdkra, és a tovabbi tanuldshoz tijabb dontési modellt
kell felvazolni. Rendkiviil egyszer(i algoritmusrdl van sz, amely konnyen megérthetd
(Nabipour et al., 2020). Ami az el6nye, az a hatranya is, mivel tulsigosan primitiv, ezért
nem hasznalhaté komplex Osszefiiggések feltirasanal. Altaldban mds, dsszetettebb
szerkezet(i modellekkel kombindlva alkalmazzak (Russell & Norvig, 2003).

A paraméterek tekintetében a dontési fa esetén a maximadlis mélységet 10 egy-
ségben hatdroztuk meg, mivel a szakirodalom is jellemz8en ezt a szimot tekinti
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irdnyadonak (Nabipour et al., 2020; Sadorsky, 2022). A dontési fa elérejelzési ered-
ményei a 2. tabldzatban taldlhatok.

2. tablazat: A valés és becsiilt arfolyamok eltéréseinek MAPE-mutatdéja a dontési
fa esetén a Covid-19 és az orosz—ukran haboru viszonylataban

T T T
Dontési fa

CAC4g0 0,0129 0,0011 0,0290 0,0118 0,0129 0,0126
DAX 0,0050 0,0371 0,0359 0,0173 0,0277 0,0221
DJIA 0,0034 0,0159 0,0771 0,0099 0,0191 0,0084
FTSE100 0,0544 0,0037 0,1028 0,0220 0,0469 0,0124
Hang Seng 0,0489 0,0051 0,0205 0,0413 0,0290 0,0458
El:rigoAs(i%ce 0,0360 0,0278 0,0108 0,0146 0,0068 0,0140
Nikkeiz225g 0,0240 0,0082 0,0143 0,0107 0,0141 0,0107
S&Psoo 0,0145 0,0137 0,0373 0,0107 0,0168 0,0087
Atlagos MAPE 0,0249 0,0141 0,0410 0,0173 0,0217 0,0168

Forras: sajat szerkesztés

A 2. tiblazat eredményei alapjan elmondhat6, hogy id6tavtdl fiiggetleniil a dontési
fa pontosabb el8rejelzést ad az orosz-ukran hiboru alatt, mint a Covid-19 okozta
tézsdei Osszeomlasndl. Kiemelkedéen rosszul teljesitett az elérejelz6 modell az
FTSE100-ndl 5 és 21 napos idGszakra vonatkozdéan. A legpontosabb el&rejelzést a
francia t6zsdeindex (CAC40) esetén tapasztaltunk, a valos arfolyamhoz képest mind-
Ossze 0,11%-0s az eltérés. Az 5 napos id6tavot vizsgilva a nyolc indexbdl mindossze-
sen kettd (DAX és DJIA) esetében volt pontosabb a Covid-19 alatti el6rejelzés. A 21
napos vizsgalatnal szintén két esetben volt pontosabb a koronavirus-iddszaki becs-
1és, azonban itt a Hang Seng és NASDAQ az érintett indexek. A 125 napos el6rejelzés
eredményei megegyeznek a 21 napossal. Az eredmények alapjin a dontési fa nagysag-
rendekkel pontosabb el6rejelzési adatokat szolgaltatott az 5 és 21 napos periédusban
a masik két modellnél.

Linearis regresszio

A linedris regressziés modell azt feltételezi, hogy a kimeneti adatok eredménye a
bemeneti informaciok valamilyen linearis kombindcidja lesz. A becslés sordan a min-
tavételi adatok pontfelh6jére igyeksziink egy egyenest illeszteni. A modell tartal-

o

maz egy véletlenszer(i hibatagot is, amely lehet&vé teszi minden egyes megfigyelés
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esetében, hogy eltérhessenek az elvart linedris kapcsolattdl. A legltaldnosabb és a
legegyszer(ibb becslési metddus a legkisebb négyzetek mddszere. A linedris regresz-
szio el6rejelzési eredményei a 3. tdbldzatban talalhatok.

3. tablazat: a valés és becsiilt arfolyamok eltéréseinek MAPE-mutatdéja a linearis
regresszid esetén a Covid-19 és az orosz—ukran haboru viszonylataban

CAC4g0 0,0215 0,0274 0,1974 0,0296 0,1852 0,0647
DAX 0,0477 0,0483 0,1982 0,0813 0,1217 0,0958
DJIA 0,0276 0,0692 01777 0,0559 0,1338 0,0940
FTSE100 0,0369 0,0532 0,2044  0,0384 0,1906 0,0378
Hang Seng 0,0494 0,0743 0,0806 0,1729 0,0697 0,1798
glgssitDe AQ com- 0,0419 0,1414 0,1169 0,1538 0,0615 0,2364
Nikkeiz225 0,0512 0,0270 0,1200 0,0847 0,0881 0,0599
S&Psoo 0,0322 0,0699 0,1389 0,0643 0,0802 0,1341

Atlagos MAPE 0,0386 0,0638 0,1543 0,0851 0,1164 0,1128

Forras: sajat szerkesztés

Alinedris regresszié minden id6tdvon rosszabbul teljesitett, mint a dontési fa, néhany
esetben Otszor-hatszor magasabb MAPE-értékeket lathatunk. Erdekesség, hogy a
pontatlan becslés mellett a ,tévedés irdnya” is megvéltozott 5 napos elSrejelzésnél,
csupan egyetlen (Nikkei22s) esetben volt pontosabb az orosz-ukrdan hibord alatti
el6rejelzés. A hosszabb id8szakra vonatkozd becslések esetében hasonld eredménye-
ket ldtunk, mint a dontési fandl, azaz dont6 tobbségében az orosz-ukran hibord
alatt alacsonyabb a tévedési hiba.

4.3.LSTM

A neuralis halézatok rendszerébe tartozik a grafalapd modell, amelyben rétegekbe
rendezett mesterséges neuronok kommunikalnak egymadssal nem linearis aktivacids
fiiggvényeken keresztiil. Az LSTM-architektura rendkiviil dsszetett és komplex fel-
adatok megolddsat teszi lehetévé. A neurdlis hdlézatokban az informécié a bemenet-
6l a rejtett rétegeken 4t a kimenetre dramlik. Ez lekorldtozza a hél6zatot egyetlen
allapot kezelésére. Az ismétl6d6 neurdlis halézatokban (RNN), melynek egy altipusa
az LSTM, az informaciéaramlas egy cikluson keresztiil torténik, ami lehet6vé teszi a
hél6zat szamara, hogy emlékezhessen a korabbi outputokra. Ezért kivaléan alkalmas
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szekvencidk és idésorok elemzésére. Az LSTM kapukat hasznal a bemeneti szekven-
cia elemei kozott, ezért képes elrejteni (elfelejteni) vagy felfedni (emlékezni) a korabbi
informdcidkra, és mindkét esetben eltérd sulyozissal tudja ezeket kezelni. A kapuk
altal felfedett cellik 6sszekapcsolodhatnak, feltarva az adatok kozotti Gsszefiiggése-
ket. Ennek tobbek kozott a szélsGséges értékek kiszlirésében is nagy szerepe van. Egy
tipikus LSTM-egység négy paraméterezett réteget 6tvoz, amelyek kapcsolatba 1épve
egymadssal lehet&vé teszik az informdcié dramlésat (Roondiwala et. al., 2017).
Ay4.tdbldazatbantalalhaték azelemzésben hasznalt LSTM modell hiperparaméterei.

4. tablazat: Az LSTM modell hiperparaméterei

Hiperparaméterek Alkalmazott értékek

Rejtett rétegek szdma 2
Az elsé és a masodik réteg neuronjainak szama 150, 150
Kiesési ardny 0,3
Tanuldsi ardny 0,001
Batch méret 60
Epoch méret 100
Aktivalasi fuggvény linearis
Optimalizalé Adam

Forras: sajat szerkesztés Nabipour et al. (2020) alapjan

A nemzetkozi szakirodalom alapjan az LSTM modellek adjék a legpontosabb becs-
1ést, az eredményeink alapjdn azonban a dontési fa esetében az dtlagos MAPE-értékek
valamennyi idétavon alacsonyabbak voltak, mint az LSTM esetében. Az LSTM ese-
tében az 5 és 21 napos el6rejelzésnél domindl az orosz-ukran hébor, azaz ebben az
id8szakban pontosabbak az elérejelzések. A 125 napos el6rejelzésnél fele-fele arany-
ban ad pontosabb becslést a modell a Covid-19-re és az orosz-ukran habortra, s6t
az atlagos MAPE szinte teljesen megegyezik erre az idszakra vonatkozoan. Az ered-
mények alapjan azt is megdllapithatjuk, hogy az LSTM a hosszabb tavu elérejelzések
esetében kisebb hibaszazalékkal dolgozik.
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5. tablazat: A valés és becsiilt arfolyamok eltéréseinek MAPE-mutatéja az LSTM
esetén a Covid-19 és az orosz—ukran haboru viszonylataban

TN T T
LSTM

oo [vsboris] covios [vsbortas | corans [

CAC40 0,0373 0,0330 0,0740 0,0431 0,0327 0,0447
DAX 0,0838 0,0364 0,1013 0,0356 0,0353 0,0182
DJIA 0,0787 0,0198 0,0876 0,0193 0,0324 0,0188
FTSE100 0,0379 0,0122 0,0551 0,0171 0,0229 0,0109
Hang Seng 0,0085 0,0309 0,0238 0,0401 0,0176 0,0228
glgssitDe AQ com- 0,0773 0,1034 0,0877 0,0852 0,0329 0,0784
Nikkeiz225 0,0508 0,0130 0,0692 0,0283 0,0245 0,0277
S&Psoo 0,0515 0,0219 0,0683 0,0207 0,0399 0,0202
Atlagos MAPE 0,0532 0,0338 0,0709 0,0362 0,0298 0,0302

Forras: sajat szerkesztés

Kovetkeztetések

Tanulmanyunkban a vilag meghatarozo tézsdeindexein teszteltiik a dontési fa, a linearis
regresszio és az LSTM modellek arfolyam-elorejelzé képességét teszteltiik a Covid-19
¢és az orosz—ukran haboru kitorésétdl szamitott 5, 21 és 125 napra vonatkozoan. A becs-
Iések pontossaganak ellenérzésére az atlagos abszolut szazalékos hiba (MAPE) mutatot
hasznaltuk. A szakirodalom alapjan a legtobb esetben az LSTM modell bizonyult a leg-
pontosabb becslési mddszertannak (Nelson et al., 2017; Fischer & Krauss, 2018; Nikou,
2019; Liu, 2019; Nabipour et al., 2020). Az altalunk végzett kutatas alapjan a linearis
regresszio a legkevésbé alkalmas a vizsgalatba bevont tézsdeindexek eldrejelzésére. Az
LSTM modell a masodik helyen végzett, és valamennyi idétavon a dontési fa rendel-
kezett a legpontosabb eldrejelzéssel. Tovabbi megallapitasunk, hogy az orosz—ukran
haboru alatti tézsdemozgasokat pontosabban lehetett megbecsiilni, mint a koronavirus
miatti arfolyamvaltozasokat.

A 2020-ban bekovetkezett rovid tava tézsdei 0sszeomlas jelentdsen megnovelte
a vilag tékepiacainak kockazatat (lasd /. abra). A 2020-as koronavirus miatti tézsdei
Osszeomlas volt az elsé jelentds tézsdei krach, az elmult tiz v tézsdei mamora nem készi-
tette fel a befektetoket a kockazatkezelésre. Ezt kdvetden pedig az orosz—ukran haboru
idézett el olyan helyzetet, amivel a vilag mar régen szembesiilt. Tanulmanyunkban
igazoltuk, hogy a prediktiv modellek a kiemelt volatilitasu idészakban is megfelelden
tudnak teljesiteni. Onmagéban a diverzifikacio kevés, ha hirtelen 20-30%-os csdkkenés
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jelentkezik a tékepiacon, erre azonnal kell reagalni, illetve fel lehet késziilni, ha a meg-
feleld modszerrel probaljuk a tézsdei arfolyamokat eldre jelezni. Az arfolyam-eldrejel-
z¢s a fundamentalis és technikai elemzések soran is fontos szerepet kaphat, beépithetd
az algoritmikus kereskedés dontési szempontjai kdzé, azonban akar 6nmagaban is alkal-
mas lehet a kereskedés automatizalasara. M

Fiiggelék

1. fiiggelék: az elemzésekhez hasznalt indexek log hozamaibél szamolt korrelaciés

NAS-
DAX | DJIA |FTSE100 ga"g DAQ | Nikkeiz2s | S&P500
eng Comp.

matrix

CAC40 1
DAX 0,9337 1

DJIA 0,6300 0,6173 1

FTSE100 0,8696 0,8375 0,6137 1

Hang 0,3922 O 10,2190 0,41 1

Seng ,39 379 ,219 ,4139

NASDAQ

Comp. 05536 05531 0,8748 05175  0,2260 1

Nik- 0,3066 0,2930 0,18 0,310 0,488 0,1691 1

keizzs, 3 ,293 1897 ,3109 ,4887 169

S&P500  0,6196 0,6071 0,9689 0,5050 0,2234 0,9498 0,1832 1
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