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Összefoglaló	  
A Pénzügyi Akciócsoport pénzmosással és terrorizmusfinanszírozással összefüggő országvizsgálat alap-
ján leminősítette Magyarország R15-ajánlásnak (új technológiák alkalmazása) való megfelelését. Ezzel 
párhuzamosan a Magyar Nemzeti Bank 2020–2021 között számos, Magyarországon működő keres-
kedelmi bank esetében állapított meg bírságot a pénzmosás és terrorizmusfinanszírozás megelőzésével 
kapcsolatos hiányosságok miatt. A tanulmány hiánypótló elemzésként a banki kockázatkezelés, pénz-
mosás és terrorizmusfinanszírozás megelőzésért felelős területek nagymértékben kiegyensúlyozatlan 
adatállományán operáló felügyelt (osztályzás, regresszió), felügyelet nélküli (klaszteranalízis, anomá-
lia-észlelés) és hibrid gépi tanulási modelleket, alkalmazott algoritmusokat vizsgálja. A szerző hangsú-
lyozza, hogy nincs egyetlen ideális algoritmus. A választást a mögöttes működési logika mellett számos 
összehasonlító tényező támogatja. A modellépítés az üzleti IT- és vizionárius menedzsment hibrid 
szempontjainak kialakítását igényli.
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TTuring Computing Machinery and 
Intelligence publikációjának híres tételmon-
datával „Can machines think?” (Tudnak-e a gé-
pek gondolkodni?) 1950-ben útnak indította a 
mesterséges intelligencia és a kapcsolódó tech-
nológiák fejlődését. Az Artificial Intelligence 
(AI, továbbiakban: mesterséges intelligencia) 
az Európai Bizottság (2018) definícióját te-
kintve „azokra a rendszerekre utal, amelyek in-
telligens viselkedést mutatnak ki környezetük 
elemzésével és bizonyos célok elérése érdekében 
bizonyos fokú autonómiával.” Ernyőfogalom-
ként az AI kiterjed a Machine Learning (ML, 
továbbiakban: gépi tanulás) folyamataira is 
(ECB, 2020). Az ISO/IEC 38505-1:2017 a 
gépi tanulást olyan folyamatként határoz-
za meg, amely meglévő adtok alapján, algo-
ritmusok használatán keresztül lehetővé te-
szi a jövőre vonatkozó előrejelzések készítését.  
A ML tehát az AI olyan részhalmazaként de-
finiálható, amely a nagy mennyiségű adatállo-
mányokon (továbbiakban: Big Data) alapulva 
– szoftverek, algoritmusok tanulási folyamata 
révén – alkalmas előre beprogramozott mene-
tű feladatok végrehajtására (EBA, 2020; Euro-
pean Parliament, 2020).

Az FSB (2017) a mesterséges intelligencia 
banki területeken megjelenő alkalmazásával 
összefüggésben a következőket emeli ki:

•	front office: támogató megoldások (erős 
ügyfélazonosítás, chatbotok, szerződéskö-
tések, piaci kereskedés, modellezés, hatás-
elemzés, egyebek), 

•	middle office: hitelelemzés, scoring tevé-
kenység, ügyfélminősítés, ügyfélprofil ki-
alakítása, egyebek,

•	back office: banki kockázatkezelési tevé-
kenység (stressztesztek, pénzmosás és ter-
rorizmusfinanszírozás megakadályozása, 
megfelelőségbiztosítás, anomáliák azono-
sítása, modellvalidáció, egyebek). 

Szikora és Nagy (2020) megállapítja, hogy 
az AI banki folyamatokban történő alkalma-
zása leggyakrabb az ügyfélminősítés, a hitel-

bírálat, a személyre szabott pénzügyi szolgál-
tatások, a csalások és visszaélések felderítése/
megelőzése, a szerződések átvilágítása, vala-
mint a jogi átvilágítás területekre terjed ki. 

A szerző elsődleges célja a banki pénzmosás 
és terrorizmusfinanszírozás megakadályozá-
sa területen alkalmazott gépi tanulási módok, 
technikák, algoritmusok áttekintése és alkal-
mazásukkal, összehasonlításukkal kapcsolatos 
következtetések levonása.

Magyarországi helyzetkép

A Covid–19-pandémia indukálta digitá-
lis technológiák térnyerése, továbbá a digitá-
lis éra növekvő számú pénzügyi bűncselekmé-
nyeinek hatására a mesterséges intelligencia, a 
gépi tanulás és kapcsolódó technológiai meg-
oldások – mint az Advanced Analytics (AA, 
továbbiakban: fejlett elemzési eszközök) – tér-
nyerése kihívás elé állította a bankszektort. En-
nek következtében a mesterséges intelligencia 
és a gépi tanulás az Anti-Money Laundering 
(AML, továbbiakban: pénzmosás megelőzé-
se), Counter Financing Terrorism (CFT, to-
vábbiakban: terrorizmusfinanszírozás meg-
akadályozása), pénzügyi csalásmegelőzés, 
valamint a compliance (továbbiakban: jogsza-
bályi megfelelőség biztosítása) területeken is 
megjelent és gyorsuló ütemben fejlődik (Van 
Wegberg,  Oerlemans, Van Deventer, 2018; 
Johari és társai, 2020). 

A pénzügyi rendszerek pénzmosás és ter-
rorizmusfinanszírozás céljára való felhaszná-
lásának megelőzését számos nemzetközi szer-
vezet, így az ENSZ, Financial Action Task 
Force (Pénzügyi Akciócsoport, továbbiakban: 
FATF), az Európai Unió, az Európa Tanács, il-
letve szakértői bizottsága a MONEYVAL, va-
lamint számos nemzetközi szervezet – így az 
IMF, a Világbank, illetve a Bázeli Bankfel-
ügyeleti Bizottság – egyaránt kiemelt ügy-
ként kezeli. A pénzmosás és terrorizmusfinan-
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szírozás megakadályozása tekintetében az EU 
2015/849 irányelve mérvadónak tekinthető, s 
kiterjed a Customer Due Dilligence vizsgála-
tokra (CDD, továbbiakban: ügyfélátvilágítás), 
így a KYI (Know Your Intermediary, továb-
biakban: Ismerd meg a közvetítőd!), illetve 
KYC (Know Your Customer, továbbiakban: 
Ismerd meg az ügyfeled!) politikákra is (BIS, 
2001). A jogszabályi megfelelőséget biztosí-
tandó, az (EU) 2017/565 irányelv (2014/65/
EU irányelv kiegészítése) 22. cikke a szervezeti 
struktúrának és nyújtott szolgáltatásnak meg-
felelő, testreszabott és független compliance 
funkció működtetését és kockázatalapú mo-
nitoring rendszer üzemeltetését írja elő. Az 
említett EU-irányelvek, számos egyéb jogsza-
bállyal, rendelettel és ajánlással egészülnek ki 
nemzetközi és nemzeti szinten. Az EU-s szin-
tű, illetve nemzetközi jogszabályok (irányel-
vek, rendeletek, ajánlások) hazai jogba történő 
átültetése a Pénzmosás és a terrorizmus finan-
szírozása megelőzéséről és megakadályozásá-
ról szóló 2007. évi CXXXVI. törvény, illetve 
a kapcsolódó jogszabályok módosításával való-
sul meg. A hazai implementációt a hatályban 
lévő, egyéb jogszabályok és a Magyar Nemzeti 
Bank (MNB) ajánlásai támogatják. A hatályos 
hazai pénzmosás elleni szabályozás a Büntető 
Törvénykönyvben és a 2017. évi LIII., a pénz-
mosás és terrorizmus finanszírozása megelőzé-
séről és megakadályozásáról szóló törvényben 
található.

A párizsi székhelyű – 1989-ben alapított – 
Financial Action Task Force (Pénzügyi Akció-
csoport, továbbiakban: FATF), kormánykö-
zi szervezetként globális szinten 39 tagország 
pénzmosás és terrorizmusfinanszírozás-elle-
nes tevékenységét segíti elő, amelyhez Ma-
gyarország az Európai Bizottság tagsági viszo-
nyán keresztül lazán kapcsolódik. Működése 
a pénzmosás és terrorizmusfinanszírozás meg-
akadályozása érdekében nemzetközi együtt-
működések megteremtését, valamint kocká-
zatalapú megközelítésének megfelelő ajánlások 

kidolgozását és globális szintű végrehajtását cé-
lozza. Az FATF-ajánlásoknak (R40, illetve +9 
speciális ajánlás) történő megfelelés valamen�-
nyi FATF-tag (így Magyarország) esetében 
rendszeres időközönként kiértékelésre kerül-
nek (FATF, 2012, 2021, 2021b).

Az FATF-ajánlásokkal összhangban, Ma-
gyarország az elmúlt évtizedben sikeresen fej-
lesztette az összefüggő szabályozási környeze-
tet (FATF, 2021a; Tóth, 2018). Az FATF által 
is elfogadott országjelentés alapján a vizsgált 
ajánlások (R40) tekintetében Magyarország 
2019–2021 időszakban javulást ért el, amelyet 
az 1. táblázat tartalmaz (FATF, 2021a).  

Az FATF-ajánlások értékelése: (C) megfelel, 
(LC) többnyire megfelel, (PC) részben meg-
felel, (NC) nem felel meg minősítéssel tör-
ténik. Az ajánlások tekintetében végső cél a 
PC-minősítésű ajánlások javítása legalább LC/
C-szintre, ellenkező esetben a plenáris ülés 
Megfelelőségnövelő Eljárásra (Compliance 
Enhancing Procedure, CEP) tesz javaslatot.

A 2019-es országminősítést alapul véve 
2021-ben a következő változások jelentkeztek:

•	teljesítettnek minősülnek a következő 
ajánlások: R4, R9, R20, R29, R30;

•	többnyire megfelelnek a következő ajánlá-
sok: R1, R2, R3, R5, R6, R7, R10, R11, 
R12, R14, R16, R17, R19, R21, R22, 
R23, R25, R26, R27, R28, R31, R33, 
R34, R35, R36, R37, R38, R39, R40;

•	javítandó terület: R13, R15 (új technoló-
giák alkalmazása), R18, R24, R32.

A szerző felhívja a figyelmet arra, hogy – a 
mesterséges intelligencia és kapcsolódó tech-
nológiák alkalmazásával összefüggésben fontos 
változás 2019-hez képest a pénzmosás és terro-
rizmusfinanszírozás megakadályozását támo-
gató – ’Új technológiákra vonatkozó ajánlás’ 
(R15) leminősítése (C-minősítésről PC-minő-
sítésre). Az R15-ös ajánlás célja azon új tech-
nológiák banki implementációjának ösztön-
zése, amelyek felkészítik az intézményeket a 
digitális korszak újfajta pénzmosás és terroriz-
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musfinanszírozási módszereire, növelve ezáltal 
a pénzintézetek kockázatkezelési tevékenysé-
gének hatékonyságát. Amint az látható, az új 
technológiák alkalmazására irányuló ajánlások 
tekintetében Magyarország teljesítménye el-
marad a várt szinttől. 

A Magyar Nemzeti Bank 2020, 2021 so-
rán a jelentős készpénzforgalommal járó tevé-
kenységeknél szükséges pénzmosás-megelőzési 
kontrollok (kockázatazonosítás, kezelés, folya-
matszabályozás, belső ellenőrzés) hatékony-
ságának ellenőrzése során jelentős bírsággal 
sújtotta azon Magyarországon bejegyzett ke-
reskedelmi bankokat, amelyeknél hiányossá-
gokat tárt fel (1. ábra). 

A mögöttes okok közül számos olyan fo-
lyamatszervezési és információelemzési, jelen-
tési kötelezettségben tapasztalható hibákra ve-
zethető vissza, amelyek kiküszöbölése humán 

mesterséges intelligencia interakció révén je-
lentősen csökkenthető volna. 

AML-, CFT-vizsgálat általános 
folyamata és a gépi tanulás 
lehetőségei

A névtelen és fiktív nevekre nyitott számlave-
zetés elkerülése érdekében a pénzintézetek az 
ügyfelek azonosságának ellenőrzését biztosí-
tó szisztémát, rendszert működtetnek az üzleti 
kapcsolat létrehozásakor és az egyedi tranzak-
ciók indítása során. A kockázati kategórián-
ként eltérő mértékű és rendszerességű CDD-
azonosítást végző jelzőrendszer az ügyfél 
azonosságának ellenőrzését külső és belső adat-
bázisok, egyéb benyújtott dokumentumok, to-
vábbá független forrásdokumentumok révén 

1. táblázat

Magyarország FATF ajánlásoknak való megfelelősége 2019–2021 között

R1 R2 R3 R4 R5 R6 R7 R8 R9 R10

2019 LC LC LC C LC LC LC PC C LC

2021 LC LC LC C LC LC LC PC C LC

R11 R12 R13 R14 R15 R16 R17 R18 R19 R20

2019 LC PC PC LC C LC LC PC LC C

2021 LC LC PC LC PC LC LC PC LC C

R21 R22 R23 R24 R25 R26 R27 R28 R29 R30

2019 LC LC LC PC LC LC LC LC C C

2021 LC LC LC PC LC LC LC LC C C

R31 R32 R33 R34 R35 R36 R37 R38 R39 R40

2019 LC PC LC LC LC LC LC LC LC LC

2021 LC PC LC LC LC LC LC LC LC LC

Forrás: saját szerkesztés FATF-alapján (2021a) 
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támogatja. Az ügyféladatok nagy mennyiségű 
állománya az FATF-ajánlásoknak megfelelően 
jellemzően olyan információkat tárol, amelyek 
lehetővé teszik az ügyfelek megbízható folya-
matos azonosítását (CDD), továbbá a végre-
hajtott tranzakciók vizsgálatát. 

A pénzmosási tevékenységre utaló mintá-
zatot felismerő riasztási modellek a gépi tanu-
lás révén képesek az ügyféladatok, tranzakci-
ós és egyéb háttérinformáció felhasználásával 
valószínűséget társítani a pénzmosás bekövet-
kezéséhez. Amennyiben az adott eseményt a 
rendszer „gyanús” címkével jelöli, úgy további 
vizsgálat céljából egy magasabb szakértői szint-
re történő delegáció valósul meg a folyamat-
ban (2. ábra). Amennyiben a további szakértői 
elemzés az illetékes hatóság felé továbbítandó 
gyanús esetként jelöli meg az adott ügyletet, 
úgy az eset a bejelentési és egyéb compliance 

megfelelőség biztosítása érdekében jelentésre 
kerül (Jullum, Løland, Huseby, 2020). 

Az alkalmazott attribútumok köre (szabá-
lyozói oldali információk, nyílt külső forrá-
sok, szakértői ismeretek, pénzügyi bűncse-
lekmények múltbeli adatai) a modellépítő 
szakmai álláspontja alapján egyéb kiegészítő 
információval bővülhet a modell javítása céljá-
ból (Rocha-Salazar, Segovia-Vargas, Camacho-
Miñano, 2021; Rouhollahi, 2021; Chen et al., 
2018). A pénzmosás megelőzése területen fel-
használt jellemző attribútumokat a 2. táblázat 
szemlélteti. 

Az attribútumok körének megfelelő megvá-
lasztása, valamint a redundáns, irreleváns attri-
bútumok eltávolítása a ML-modellépítés fon-
tos szakasza. Az irreleváns adatok eltávolítása 
javíthatja az algoritmus tanulási pontosságát, 
továbbá csökkenheti a számítási időigényt, va-

1. ábra

MBN felügyeleti bírság mértéke a pénzmosás-megelőzési szabályok megsértéséért 
2020–2021 között a Magyarországon működő kereskedelmi bankoknál 

Forrás: saját összeállítás
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lamint hozzájárulhat az összefüggések ponto-
sabb megértéséhez. 

Optimalizációs probléma: 
algoritmusválasztás és 
összehasonlítás

A pénzintézetek a pénzmosás és terrorizmusfi-
nanszírozás megelőzése, felderítése érdekében 
alkalmazott hagyományos elemző technikák 

esetében számos problémával szembesülnek: 
magas IT-költségek, erőforrás-igényes elem-
zési technikák, magas hamis pozitív találati 
arány, a bűnözők viselkedési mintáját azono-
sító szabályok rugalmatlansága, dinamizmu-
sának hiánya (Rocha-Salazar, Segovia-Vargas, 
Camacho-Miñano, 2021). A hagyományos 
módszerekben bekövetkezett fejlődés mögöt-
tes okaként, a számítógépes teljesítmény javu-
lása, a mesterséges intelligencia és adatbányá-
szat alkalmazásának elterjedése, a mesterséges 

2. táblázat

AML-, CFT-jelzésre épített ML-modell tipikus attribútumai

Attribútum kategória Változó

Ügyféllel kapcsolatos attribútumok Ügyfél típusa (jogi személy, magánszemély, egyéb) 

Ügyfélszegmens

Politikai közszereplői státusz (PEP)

Életkor

Állampolgárság

Beáramló pénzeszköz (jövedelem) forrása

Igénybe vett terméktípus

Gazdasági tevékenység

Ügyfél belépésétől eltelt idő

Üzleti jellegű adatok (tulajdonosi szerkezet, részesedések)

Tranzakcióval kapcsolatos attribútumok Tranzakció típusa

Tranzakcióba bevont ügyfelek nevei (küldő, fogadó fél)

Tranzakció gyakorisága

Tranzakció dátuma, ideje

Tranzakció összege

Pénznem

Átlagos összege

Célbank

Tranzakciós kód

Fiók (ügyfél) típusa,

Tranzakciónyilatkozat

Egyéb attribútumok Termék/szolgáltatás típusa

Földrajzi terület (kitettség)

Jogi személy képviselője

Kapcsolati háló Kliensek összefüggő üzleti kapcsolathálózata

Forrás: a szerző saját összeállítása a feldolgozott szakirodalmak alapján
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intelligencia és kapcsolódó technológiák fejlő-
dése, továbbá az alkalmazott jogszabály szigo-
rodása húzódik meg (Watkins et al., 2003). 

A gépi tanulás a felügyelt, a felügyelet nélkü-
li megerősítő tanulási módszerek révén olyan 
hatékony elemzési megoldást szolgáltat, amely 
a hagyományos relációs adatbázisok által fel-
dolgozott strukturált adatokon túlmenően 
(dokumentumorientált/NoSQL-adatbázisok 
révén) tovább növeli az elemzéshez felhasznál-
ható adatok körét. A modellépítés során alkal-
mazott attribútum kiválasztásának kulcskérdé-
se, hogy mely(ek) képes(ek) az egyes változók 
értékeiből más változók értékeit korrekt mó-
don megbecsülni. 

A mesterséges intelligencia ernyőfogalma 
alá tartozó gépi tanulási algoritmusok csopor-
tosítását a 3. ábra szemlélteti.

Modell tanulása esetén fontos a rendelke-
zésre álló adatállomány nagysága, amelynek 
függvényében célszerű megválasztani a tanulás 
módját, így kijelölni a lehetséges algoritmu-
sok körét (Savage et al., 2016; Zhang, Trubey, 
2019; Chen et al., 2018). 

Felügyelt gépi tanulás esetén az algoritmus 
olyan tanító adathalmaz révén tanul, amelyek 
címkékkel rendelkeznek (például a múltban 
igazoltan pénzmosás és terrorizmusfinanszíro-
zás esetek alapján). Az (1) klasszifikáció és (2) 
regresszió a felügyelt tanulási módszerek közé 

3. ábra

AI-ernyőfogalom, ML tanítási módok és algoritmusok

Forrás: saját ábra, EBA (2020) riport alapján 

Osztályozás
•	Döntési fa (DF), véletlen 
erdő (RF)

•	Naive Bayes (NB)
•	Legközelebbi szomszéd 

osztályozó (KNN)
•	Támogatóvektor-gépek 

(SVM)
•	Neurális hálózatok (NN)
•	Mély tanulás (DL)
•	Rejtett Markov Model 

(HMM)
•	Logisztikus regresszió

Regresszió
•	Lineáris regresszió 

(PLS, LASSO)
•	Nemlineáris 

regresszió (LARS)

Klaszterezés
•	K-közép módszer 

(K-mean)
•	DBCAN
•	Főkomponens-

elemzés (PCA)
•	Rejtett Markov 

Model (HMM)

Anomália 
detektálás
•	Legközelebbi 

szomszéd módszer
•	Bayes-hálók (BN)
•	Döntési fa, véletlen 
erdő

•	Támogatóvektor-
gépek

Optimális 
tevékenység 
választás
•	Q-tanulás
•	SARSA
•	DN
•	DDPG

Asszociáció
•	Legközelebbi 

szomszéd 
osztályozó

•	Bayes-hálók
•	Döntési fa
•	Támogatóvektor-

gépek

Big Data

Mesterséges Intelligencia

Gépi tanulás
Tanulási típusai

Felügyelt

Felügyeletlen

M
egerősítő

H
ibrid

Statisztika
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sorolandó. A felhasznált adatbázisból mintá-
zatok alapján tanított modell (algoritmus) ké-
pes megfelelő pontossággal előre jelezni egy új, 
még nem ismert objektum (input, X) osztály-
ba tartozását (output, Y) vagy azt, hogy mi-
lyen ismérvekkel, tulajdonságokkal fog rendel-
kezni: (Y) = f (X).

A gyanús tranzakciók címkézése felügyelt 
tanulás esetén jellemzően szakértők segítségé-
vel, vagy címkéző módszerek (például Snorkel-
modell) révén valósul meg. 

Címkézési példa bizonyos tranzakciótípus, 
tranzakcióösszeg célország alapján:

ase when Transaction_Type = 'Payment  
transfer' and Transaction_Amount > x then  

’True’

when Country_Code in ('Ethiopia', 'Kenya')  
and Transaction_Amount > x then 'True' 

else 'False' and as Suspicious

ahol a felsorolt országok az FATF-feketelistán 
lévő országai közül kerültek kiválasztásra, illet-
ve x az adott pénznemben denominált fizető-
eszköz kockázati küszöb szempontból megha-
tározott limit értéke. 

Felügyelet nélküli tanulás esetén az algo-
ritmus automatikusan alakít ki osztályokat az 
alapján, hogy előre nem ismert összefüggése-
ket, asszociációs kapcsolatokat és döntési stra-
tégiákat képez az adathalmazban felismert ös�-
szefüggések, mintázatok alapján. Ellentétben a 
felügyelt tanulással, ez esetben nincs előre ki-
jelölve, hogy a minta adatbázis adott objektu-
ma mely kritériumok alapján kerül csoporto-
sításra. Vagyis, az objektumok nincsenek előre 
felcímkézve, azok címkézését az algoritmus az 
adatbázisban feltárt (rejtett) mintázatok alap-
ján végzi. Jellemző felügyelet nélküli módsze-
rek: (1) klaszteranalízis, (2) anomáliaészlelés. 
Az adott üzleti probléma specifikálását köve-
tően az algoritmusválasztáshoz a felhasználó 
a rendelkezésre álló adatok körét (adatmen�-

nyiség), struktúráját, a kiugró adatokat (ano-
máliák) sokaságon belüli arányát (esetszám) 
tekintetbe véve dönthet. Döntését továbbá a 
modellépítést követően kiértékelési eszközök 
támogathatják. A különböző gépi tanulási al-
goritmusok eltérő bemeneti adatformátumot 
és attribútumválasztást igényelnek. Az eltérő 
ML-tanulási folyamatok indukálják, hogy az 
adott algoritmus tanulási folyamata, adatfel-
használása eltérő az adott probléma megoldása 
érdekében (lásd 3., 4., 5. táblázat). 

A 3., 4., 5. táblázat alapján megállapítható, 
hogy az osztályozási módszer során alkalma-
zott tipikus algoritmusok a következők: logisz-
tikus regresszió, legközelebbi szomszéd mód-
szer, (mesterséges) neurális hálózatok, Naive 
Bayes, döntési fa, (illetve változatai: XGBoost, 
pGBRT, FP-growth, véletlenerdő-modell), 
SVM, Bayes logisztikus regresszió, Bayesian 
network. Míg a regressziós eljárások tekinte-
tében: a Maximum Likelihood logisztikus reg-
resszió, került a vizsgált szakirodalmi mintán 
alkalmazásra. A klaszteranalízis során a követ-
kező algoritmusok alkalmazása figyelhető meg: 
K-közép módszer, neurális hálózatok, Neural 
Gas, SOM-algoritmus. Anomália detektáció 
során pedig az iForest algoritmus került alkal-
mazásra a vizsgált forrásokban.

A 3., 4., 5. táblázatból kitűnik, hogy a ML-
modellek teljesítményértékelése jellemzően 
valamely teljesítményindikátor alapján, illet-
ve szakértő validációján keresztül valósul meg 
(teljesítményindikátor-oszlop). 

Tekintve, hogy a 3., 4., 5. táblázatban sze-
replő algoritmusok és eredmények az alkal-
mazott adatbázisok, modellépítési eljárás 
(adattisztítás, parametrizáció, egyebek) elté-
rést mutat, így a táblázatokban szereplő algo-
ritmusok eredményének összevetése nem le-
hetséges, az ugyanis feltételezné az azonos 
adatbázison való futtatás lehetőségét. Ugyan-
akkor képet szolgáltatnak a pénzmosás és ter-
rorizmusfinanszírozás területen alkalmazott 
megoldások széles spektrumáról. 
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Következtetések

A szerző felhívja a figyelmet arra, hogy nincs 
egyetlen ideális algoritmus. Lényegében min-
den algoritmussal készített előrejelzés felfogha-
tó egy optimalizálási problémaként, mivel egy 
adott célfüggvény optimalizálása a cél. Az algo-
ritmusválasztás a megoldandó probléma vizsgá-
lata alapján történik. Míg a lineáris regressziós 
modell célja az előrejelzések és a tényleges ér-
ték közötti (négyzetes) eltérés minimalizálása, 
addig az SVM-algoritmus lineáris kategorizá-
lást hajt végre a hipersíkon egy elválasztó sík 
segítségével, amelynek eredményeképpen ka-
pott margó (vagyis az elválasztó síkkal párhuza-
mos hipersíkkal meghatározott tér, amely nem 
tartalmaz tanító adatpontokat) a lehető legna-
gyobb. A véletlenerdő-modellben lévő függet-
len döntési fák egy véletlenszerű mintát alapul 
véve hozzák meg egyéni döntésüket, amelyek 
végül többségi szavazás révén megadják a klas�-
szifikációs probléma megoldását. Míg a Naiv 
Bayes osztályozó a bemeneti vektorértékek 
alapján kalkulálja az adat osztályba tartozásá-
nak valószínűségét.

Több lehetséges megoldás esetén az egyes 
algoritmusok hatékonyságának mérése és ös�-
szehasonlítása a következő kritériumok alap-
ján lehetséges: 

(1) időbeli komplexitás (betanításhoz szük-
ségbe vett idő, 

(2) végrehajtási időszükséglet, 
(3) memória igény/tárigény szükségesség 

(futás során szükséges memória), 
(4) párhuzamos műveletvégzés (több műve-

let egyidejű végrehajtása, több gépen való fut-
tatás) lehetősége, 

(5) parametrikusság, 
(6) linearitás. 
A 6. táblázat a véletlenerdő-modell, a leg-

közelebbi szomszéd módszer, az SVM, K-kö-
zép és a lineáris regresszió algoritmus említett 
tényezők mentén történő összehasonlítását 
tartalmazza.

Megjegyzendő, hogy a táblázatban párhu-
zamos műveletvégzés szempontjából „nem” 
értékkel jelölt algoritmusok esetében számos 
módszer létezik a párhuzamos műveletvégzé-
si képesség kialakításához.

A vizsgált algoritmusok összehasonlítását 
alapul véve elmondható, hogy az üzleti cél, to-
vábbá az algoritmus mögöttes elméleti vonat-
kozásainak összhangja, a rendelkezésre álló 
adatállomány minősége egymástól elidegenít-
hetetlen kérdéskörként jelentkeznek. Az algo-
ritmusok előrejelzésének kombinációja (hibri-
dizáció, ensemble modellek) a varianciahiba 
trade off csökkentésén és az előrejelzési pon-
tosság javításán keresztül megbízható megol-
dást kínálhat az egyoldalú elemzés elkerülése 
érdekében. Ugyanakkor figyelembe kell venni, 
hogy nem eredményez automatikusan maga-
sabb teljesítményű, pontosságú modellt.

Konklúzió

A pénzmosás és terrorizmusfinanszírozás meg-
előzése területeken alkalmazott gépi tanulási 
modellek validációja során a humán erőforrás 
nélkülözhetetlen. Ugyanakkor a gépi tanulási 
modellek jelentősen hozzájárulnak a munka-
idő felszabadításához, a munkaerő munkavég-
zésének támogatásához. Nincs egyetlen ideális 
algoritmus. Az üzleti szempont, az IT-terület, 
továbbá a vizionárius menedzsment együtt-
működéséből származó hibrid nézőpont fi-
gyelembevétele elengedhetetlen előfeltétele a 
ML-modellek folyamatba történő integráci-
ójának és sikeres hasznosításának. Az algorit-
musok közötti választást az egyes algoritmu-
sok mögöttes elméleti vonatkozásai, továbbá 
egyéb összehasonlításul szolgáló faktorok tá-
mogatják. Hangsúlyozandó ugyanakkor, hogy 
a modellépítés jelentős részét (mintegy 80 szá-
zalékát) kitevő adatelőkészítési munkálatok is 
jelentősen befolyásolhatják a kapott előrejel-
zési eredményeket. Szakterület függően eltérő 
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mértékű az adott optimalizációs problémához 
kapcsolódó események részaránya a sokaságon 
belül, amelynek függvényében a modellező el-
térő gépi tanulási módszer (felügyelt, felügye-
let nélküli, megerősítő tanulás), illetve algorit-
mus alkalmazása mellett dönthet. 

Limitáció

A vizsgált szakterület esetében alkalmazott ti-
pikus algoritmusok összehasonlítására valós 
banki adatbázis felhasználásán keresztül a ta-
nulmány folytatásaként kerülhet sor. ■
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